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Предложена группировка методов и алгоритмов интеграции инфор-
мации, рассмотрены методы и алгоритмы интеграции информации 
на уровне решений. Представлен новый алгоритм мультиклассифика-
ции FuzzyBoost, реализующий метод нечеткого усиления. Алгоритм 
FuzzyBoost обеспечивает построение квазилинейной композиции и ос-
нован на алгоритме AdaBoost, дополненном вычислением нечеткого 
интеграла вместо собственного линейного агрегационного правила 
AdaBoost на каждой итерации бустинга. Экспериментальные ре-
зультаты показали, что в случае сложной разделяющей классы по-
верхности алгоритм FuzzyBoost имеет лучшую обобщающую способ-
ность, чем алгоритм AdaBoost. 
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Введение. В области распознавания образов классической зада-
чей является создание и совершенствование отдельных методов и ал-
горитмов классификации. Начиная с пионерских работ Л.А. Расстри-
гина, Р.Х. Эренштейна и Ю.Л. Барабаша [1, 2] и преимущественно 
в последние 10 лет, особое внимание в области распознавания обра-
зов стало уделяться не отбору признаков и построению одного луч-
шего решающего правила, а поиску наилучшего набора базовых 
классификаторов и метода объединения их откликов [3, 4]. 

В современной научно-технической литературе широко пред-
ставлены различные методы объединения как откликов некоторого 
набора классификаторов, так и информации о распознаваемом объек-
те. В работах используются разные основания для группировки таких 
методов и алгоритмов: по методам аппроксимации условных и апри-
орных вероятностных распределений и видам дискриминантных 
функций [4]; по уровню интеграции информации [5]; по свойствам 
функций доверия [6]; по зависимости от контекстной информации 
[7]; по модели неопределенности [8]; по виду объединяемых откли-
ков базовых классификаторов [9]; по свойствам применяемых для 
интеграции информации математических правил [10, 11] и др. В 
настоящее время общепринятой таксономии методов интеграции ин-
формации не существует, что сдерживает экспериментальное и тео-
ретическое развитие этих методов. 
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Группировка методов интеграции информации. Для обеспе-
чения возможности сравнительной оценки характеристик разных ме-
тодов целесообразно группировать методы интеграции информации 
на основе интерпретации объединяемых величин. В зависимости от 
того, рассматриваются ли объединяемые величины как интерпрети-
руемые в соответствии с той или иной моделью неопределенности, 
как скалярные величины с одинаковым «физическим» смыслом (зна-
чения которых сопоставимы) или как набор величин, не интерпрети-
руемых явным образом, а рассматриваемых в качестве некоторого 
абстрактного вектора признаков, выделяются явные, скалярные и не-
явные методы интеграции. Реализация данных методов определяется 
уровнем, на котором выполняется интеграция информации. В зави-
симости от природы объединяемых величин выделяют уровни при-
знаков, степеней схожести и решений (таблица). 

Таблица 
Примеры основных групп методов и алгоритмов  

интеграции информации 

Уровень  
интеграции 

Методы интеграции 
Явные Скалярные Неявные 

Признаки Классификаторы 
Байеса, Неймана – 
Пирсона и др.; ре-
шающие деревья 

Метод эталонов 
Метод опорных 
векторов, 
нейронные сети  
и пр. 

Степени  
схожести Классификатор 

Байеса; метод по-
тенциальных функ-
ций 

Алгоритмы вычисле-
ния оценок; метод k-
ближайших соседей; 
алгебраические опе-
рации 

Решения 

Классификатор Бай-
еса; методы теории 
Демпстера – Шефе-
ра; методы теории 
нечетких множеств 

Комитеты; взвешен-
ное среднее, упоря-
доченное взвешенное 
среднее; треугольные 
нормы и конормы; 
методы бэггинга и 
бустинга; нечеткое 
интегрирование 

Алгоритмы, ис-
пользующие 
профили и шаб-
лоны решений 

 
В качестве моделей неопределенности выделяют вероятностные 

модели, описанные в байесовской теории, а также в теории свиде-
тельств Демпстера – Шефера. Если в неопределенности доминирует 
нечеткость, то используют модели, формируемые в рамках теории 
нечетких множеств и нечеткой логики. К явным методам также отно-
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сятся логические решающие правила, основанные на детерминиро-
ванных моделях. 

Скалярные методы основаны на гипотезе о сопоставимости абсо-
лютных значений объединяемых величин и часто представляют со-
бой приближение явных методов, а также их частные случаи при 
наложении ограничений на вид вероятностных распределений, зави-
симость объединяемых данных и др. 

Неявные методы основаны на подходе к объединяемым величи-
нам как к вектору признаков некоторого пространства и на формаль-
ном построении классификатора в этом пространстве признаков. 

С помощью методов интеграции информации уровня признаков 
строятся классификаторы в пространстве, получаемом при объедине-
нии разнородных признаков, являющихся, например, результатами 
применения разных операторов к одним и тем же данным или раз-
личных методов сбора данных о распознаваемом объекте. 

В методах интеграции информации уровня степеней схожести 
используются не сами признаки, а значения степеней схожести клас-
сифицируемого объекта с объектами обучающей выборки. При этом 
класс в обучающей выборке может задаваться одним или нескольки-
ми объектами-эталонами. Алгоритмы, относящиеся к данному уров-
ню, называют метрическими. 

Методы интеграции информации уровня решений представляют 
собой объединение откликов базовых классификаторов в виде 
наименований классов и (или) степеней уверенности в них. Соответ-
ствующие методы называют методами мультиклассификации. В ка-
честве базовых классификаторов могут применяться любые алгорит-
мы классификации. Разработка и исследование методов и алгоритмов 
мультиклассификации относятся к ключевым проблемам современ-
ной теории распознавания образов [12]. 

Явные методы и алгоритмы мультиклассификации. В зави-
симости от модели неопределенности явные методы мультикласси-
фикации подразделяют на вероятностные методы (байесовские мето-
ды и методы теории Демпстера – Шефера) и нечеткие методы (мето-
ды теории нечетких множеств и нечеткой логики). 

Откликом базовых классификаторов в байесовских методах мо-
гут быть номера классов и (или) их апостериорные вероятности.  
В методах теории Демпстера – Шефера откликом базового классифи-
катора является так называемое свидетельство в пользу некоторого 
решения (класса) или группы решений (классов) и степень доверия к 
этому свидетельству. В методах теории нечетких множеств отклика-
ми базовых классификаторов являются степени принадлежности рас-
познаваемого объекта к рассматриваемым классам. 

Статистически оптимальное правило объединения решений ба-
зовых классификаторов по критерию минимизации среднего риска 
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дается байесовской теорией статистического вывода. В случае мат-
рицы потерь простейшего вида оптимальным правилом классифи-
кации является классификация по максимуму апостериорной веро-
ятности. Обычным, хотя, как правило, ложным допущением при ис-
пользовании байесовских методов мультиклассификации, является 
независимость откликов базовых классификаторов. Это приводит к 
использованию наивного байесовского классификатора, основанно-
го на перемножении апостериорных вероятностей – откликов базо-
вых классификаторов. На практике более распространенным вслед-
ствие устойчивости к погрешностям оценки вероятностей правилом 
является суммирование апостериорных вероятностей. Это правило 
статистически оптимально в случае, когда суммируемые апостери-
орные вероятности не сильно отличаются от априорных вероятно-
стей классов [13]. Если откликами базовых классификаторов явля-
ются номера классов, то апостериорные вероятности классов, ассо-
циированные с тем или иным откликом базового классификатора, 
рассчитываются по обучающей выборке [4]. 

Теория Демпстера – Шефера построена на аксиоматическом вве-
дении функций доверия, использовании массовых функций в каче-
стве мер доверия к свидетельствам и ортогональных сумм для ком-
бинирования свидетельств. В ряде работ отмечено, что, несмотря на 
первоначальное признание теории Демпстера – Шефера в качестве 
обобщения классической теории вероятностей, она является лишь 
частным случаем последней [14]. На практике к существенным огра-
ничениям применения теории Демпстера – Шефера приводит необ-
ходимость нормализации рассчитываемых степеней доверия, что при 
наличии конфликтующих свидетельств часто дает некорректные ре-
зультаты. 

В методах теории нечетких множеств неопределенность интер-
претируется как нечеткость. Методы нечеткой логики основаны на 
обобщенном правиле выбора (modus ponens), математически описы-
ваемом с помощью треугольных норм, которые обобщают оценку 
пересечения нечетких множеств, и дуальных к ним треугольных ко-
норм, обобщающих оценку объединения нечетких множеств. Различ-
ный математический вид треугольных норм и конорм определяет 
различные логики в рамках теории нечетких множеств [15]. 

Один из важнейших инструментов нечеткой логики – нечеткое 
интегрирование. Вычисление нечетких интегралов для интеграции 
откликов базовых классификаторов подразумевает использование 
дополнительной информации, представленной в виде нечетких мер, 
характеризующих степень доверия или «компетенцию» различных 
комбинаций базовых классификаторов. Несмотря на то, что нечеткое 
интегрирование изначально развивалось как один из методов инте-
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грации степеней принадлежности, на практике оно стало мощным 
инструментом для объединения любой сопоставимой информации в 
целях построения мультиклассификаторов, уравнений регрессии  
и пр. [16]. Поэтому нечеткое интегрирование целесообразно отнести 
к группе скалярных методов мультиклассификации. 

Скалярные методы и алгоритмы мультиклассификации.  
К таким методам и алгоритмам относятся различные правила инте-
грации откликов базовых классификаторов (комитет старшинства, 
комитет большинства (простое голосование), взвешенное голосова-
ние – для откликов в виде номеров классов, среднее, взвешенное 
среднее, упорядоченное взвешенное среднее, различные правила 
«суммирования» теории нечетких множеств и т. п. – для откликов в 
виде степеней поддержки каждого из классов) [4, 11]. 

Наиболее распространенным скалярным алгоритмом мультиклас-
сификации является алгоритм AdaBoost, который кроме формирова-
ния линейной алгоритмической композиции обеспечивает построе-
ние или отбор из числа существующих базовых классификаторов, 
называемых в методе бустинга слабыми классификаторами. Метод 
бустинга может рассматриваться как метод аппроксимации аддитив-
ной логистической модели, использующий в качестве критерия мак-
симум функции правдоподобия Бернулли [17]. Для двухклассовой 
задачи аддитивная логистическая модель имеет вид 

 ( )
( ) ( ) ( )

1

1|
log ,

1|

M

M m
m

P y x
F x f x

P y x =

=
= =

= − ∑  (1) 

где ( ) ( )m m mf x h x=α  – отклик m-го слабого классификатора с весовым 
коэффициентом mα ; ( ) { }1;  1mh x ∈ − – слабый классификатор; mα  – ве-
совой коэффициент, характеризующий важность слабого классифи-
катора в итоговой линейной композиции с учетом его отклика; M – 
число слабых классификаторов. 

Модель (1) является линейной и представляет собой взвешенное 
голосование откликов слабых классификаторов. Различные версии 
алгоритма AdaBoost могут рассматриваться как процедуры последо-
вательного построения модели (1). Основное отличие версий друг от 
друга заключается в вычислении весовых коэффициентов. В алго-
ритме Real AdaBoost отклик слабого классификатора mf  находится 
как половина логарифма отношения взвешенных апостериорных ве-
роятностей двух классов; в алгоритме Gentle AdaBoost – как разность 
взвешенных апостериорных вероятностей; в алгоритме Modest 
AdaBoost – с использованием значений апостериорных вероятностей 
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классов на обратном распределении весов примеров [18]. Более по-
дробно алгоритмы AdaBoost описаны в работе [17]. 

Еще одним методом построения алгоритмических композиций, 
используемым в случае действительнозначных откликов базовых 
классификаторов, является метод нечеткого интегрирования. При не-
четком интегрировании базовые классификаторы ранжируются для 
каждого из классов по степени уверенности в поддержке этого клас-
са. Затем определяются весовые коэффициенты, зависящие от ранга 
базового классификатора в этом упорядоченном множестве и от 
предварительно заданных нечетких мер для соответствующих ком-
бинаций базовых классификаторов. 

Композиция базовых классификаторов, основанная на нечетком 
интеграле Шоке, имеет вид [19] 

 ( ) ( ) ( ) ( )
1

,
M

M m m
m

F x с f x
=

= ∑μ
σ σ  (2) 

где σ  – индекс перестановки откликов такой, что ( ) ( ) ( ) ( )1 ;Mf x f x≤ ≤…σ σ  

( )mсσ  – весовой коэффициент алгоритмической композиции, 

( ) ( )( ) ( )( )1m m mс A A += −σ σ σμ μ , μ  – нечеткая мера; ( )mA =σ

( ) ( ) ( ){ }, 1 ,  ,  m m M= + …σ σ σ , ( )1MA + = ∅σ . 

Выражение (2) представляет собой. квазилинейную алгоритмиче-
скую композицию. 

Одна из наиболее серьезных проблем использования нечеткого 
интеграла в качестве решающего правила – оценка нечетких мер 

( )( )mAσμ . Аналогично методам линейной регрессии такие меры мо-

гут быть найдены с использованием стандартной процедуры мини-
мизации квадратичной формы с линейными ограничениями. Однако 
при больших значениях M задача становится плохо обусловленной, 
поэтому были предложены субоптимальные и эвристические подхо-
ды, например, основанные на концепции k-аддитивных нечетких мер 
[20–22]. Наиболее полное описание типов нечетких интегралов и об-
ластей их применения приведено в работе [16]. 

Неявные методы и алгоритмы мультиклассификации. В этих 
методах и алгоритмах отклики базовых классификаторов рассматри-
ваются в качестве некоторых векторов признаков и строится новый 
алгоритм классификации в пространстве откликов базовых классифи-
каторов. Все отклики базовых классификаторов для некоторого клас-
сифицируемого объекта представляют собой профиль решений. Далее 
решается задача классификации профиля решений с использованием 
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так называемых шаблонов решений – средних профилей решений для 
объектов обучающей выборки, относящихся к одному классу. Итого-
вая степень поддержки каждого из классов рассчитывается с помощью 
евклидова расстояния, различных мер схожести и индексов вхождения 
нечетких множеств, правил Демпстера – Шефера [4, 10]. 

Алгоритм нечеткого усиления. Одними из лучших алгоритмов 
мультиклассификации, демонстрирующих высокие вероятностные 
характеристики, являются алгоритмы AdaBoost и нечеткого интегри-
рования [4, 10, 16, 17]. С учетом взаимодополяющих характеристик 
алгоритмов AdaBoost и нечеткого интегрирования в литературе были 
предложены подходы к их совместному использованию. Было пока-
зано, что с помощью нечеткого интеграла можно объединять слабые 
классификаторы, отобранные алгоритмом AdaBoost, с результатом, 
как минимум, не хуже, а зачастую лучше, чем результат, обеспечива-
емый собственным правилом агрегации алгоритма AdaBoost [10]. 
Применение метода бустинга для обучения нечетких классификато-
ров рассмотрено в работе [23]. В некоторых работах последователь-
ная процедура бустинга была применена для отбора приближенных 
дескриптивных нечетких правил [24]. 

В данной статье развит новый подход к объединению алгоритмов 
AdaBoost и нечеткого интегрирования, в котором нечеткий интеграл 
встроен в алгоритм AdaBoost и используется для классификации на 
каждой итерации бустинга вместо собственного линейного агрегаци-
онного правила алгоритма AdaBoost [25]. Общий вид двухклассового 
алгоритма FuzzyBoost приведен ниже.  

 
По обучающей выборке из N примеров ( ), , 1,  ...,i ix y i N= , содержащих век-

торы признаков ix  и метки классов { }1;  1 :iy ∈ − +  

1. Инициировать веса 1 , 1,  ...,iw N i N= = . 
2. Цикл по 1,  ...,m M= . 
2.1. Построить или выбрать существующий слабый классификатор ( )mh x =  

( ) ( ) ( ) ( ) ( ) ( ){ }1 ,  ..., ,  ...,j L
m m mh x h x h x=  с L целевыми значениями ( ) ( ) { }1;  1j

mh x ∈ − +  

с использованием весов iw  примеров обучающей выборки и с учетом степеней 
уверенности для каждого j-го целевого значения для каждого i-го примера 

( ) ( ) [ ]0,  1j
m ip x ∈ . 

2.2. Вычислить отклики для каждого целевого значения слабого классифика-

тора в поддержку каждого из классов ( ) ( ),j j
m mf f+ − . 

2.3. Вычислить исходные данные для последующего расчета нечетких мер 
+μ  и −μ  в соответствии с их типом и свойством аддитивности. 

2.4. Для примеров обучающей выборки вычислить степень поддержки m-м 
слабым классификатором каждого из классов с учетом степеней уверенности для 
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каждого целевого значения m-го слабого классификатора 

( ) ( ) ( ) ( )

1
,

L
j j

m m m
j

f x p x f ++

=
=∑  ( ) ( ) ( ) ( )

1

L
j j

m m m
j

f x p x f −−

=
=∑ . 

2.5. Для примеров обучающей выборки вычислить суммарную степень под-
держки текущим набором слабых классификаторов каждого из классов с использо-
ванием нечеткого интеграла ( ) ( ),m mF x F x+ −μ μ . 

2.6. Для примеров обучающей выборки вычислить итоговый отклик текущего 
набора слабых классификаторов ( ) ( ) ( ),

m m mF x F x F x+ − + −= −μ μ μ μ . 

2.7. Обновить веса примеров обучающей выборки ( )( ),expi i m iw y mF x+ −= − μ μ . 

3. Построить итоговый мультиклассификатор ( )( ),sign MF x+ −μ μ . 

 
Степени уверенности ( ) ( )j

m ip x  для каждого j-го целевого значения 
слабого классификатора зависят от конкретного значения вектора 
признаков ix  классифицируемого объекта. Для порогового слабого 
классификатора, имеющего два целевых значения и построенного 
для k-го численного признака ( )kx , степень уверенности соответству-
ет вероятности принадлежности измеренного значения признака рас-
сматриваемого объекта области значений соответствующего целево-
го значения слабого классификатора 

( ) ( ) ( ) ( )

( ) ( ) ( ) ( ) ( ) ( )

, 1

,2 1

;

1 ,

k k m
m i i thr

k k m
m i i m ithr

p x P x x

p x P x x p x

⎡ ⎤= ≤⎢ ⎥⎣ ⎦

⎡ ⎤= > = −⎢ ⎥⎣ ⎦

 

где ( ), k m
thrx  – пороговое значение k-го признака, определенное для 

m-го порогового слабого классификатора в ходе его построения.  
Степени уверенности с учетом предположения о гауссовости 

распределения погрешностей измерения признаков находятся с ис-
пользованием стандартного нормального распределения. 

В отличие от существующих алгоритмов бустинга, в алгоритме 
FuzzyBoost отклики для каждого целевого значения слабого клас-
сификатора рассчитываются отдельно для каждого из классов и с 
учетом степеней уверенности ( ) ( )j

m ip x . Аналогично алгоритмам 
AdaBoost в алгоритме FuzzyBoost выделены модификации Gentle и 
Real. Например, в алгоритме Gentle FuzzyBoost отклики j-го целе-
вого значения слабого классификатора определяются как взвешен-
ные апостериорные вероятности классов. Для двухклассового ал-
горитма 
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Исследования качества предложенного алгоритма FuzzyBoost 
проводились на моделях в виде двух групп данных с аддитивной и с 
нелинейной разделяющими поверхностями между объектами двух 
классов в 10-мерном пространстве признаков. Указанные модели бы-
ли разработаны и применены для исследования классических алго-
ритмов AdaBoost [17]. Полученные результаты свидетельствуют, что 
в случае данных с аддитивной разделяющей поверхностью алгоритм 
FuzzyBoost функционирует не хуже алгоритмов AdaBoost. Для дан-
ных с нелинейной разделяющей поверхностью рассмотренный алго-
ритм FuzzyBoost с двухаддитивными нечеткими мерами в отличие от 
алгоритмов AdaBoost обеспечивает существенное уменьшение веро-
ятности ошибки (рисунок). В качестве слабых классификаторов ис-
пользованы пороговые классификаторы. 

Выводы. В данной статье предложена группировка существую-
щих методов и алгоритмов интеграции информации и рассмотрены 
методы и алгоритмы мультиклассификации. Представлен новый ал-
горитм мультиклассификации FuzzyBoost, являющийся комбинацией 
алгоритма AdaBoost и нечеткого интегрирования. Результаты экспе-
риментальных исследований показали, что предложенный алгоритм 
имеет лучшую обобщающую способность, чем алгоритм AdaBoost в 
случаях классов со сложными разделяющими поверхностями. Это 
связано, в первую очередь, с учетом зависимостей между слабыми 
классификаторами на каждой итерации бустинга и с построением не 
линейной, как в алгоритме AdaBoost, а квазилинейной композиции 
слабых классификаторов. 
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